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Abstrakt

V dnes$nej dobe existuje mnozstvo datovych zdrojov, ktoré mézu svojim majitelom priniest’
dodato¢né informacie. Ale len malo z nich je schopnych vyhodnotit’ tieto zdroje kvoli
nedostatku vedomosti vo vedeckych oblastiach, ako je Statistika, matematika atd’. Nas
prispevok ma za ciel sCasti vyrieSit' tento druh problému a vytvorili sme nastroj, ktory
implementuje kroky na ulahCenie tohto procesu. V nasej predchadzajiucej praci sme
implementovali nastroj na Cistenie dat. Druhym krokom je vyber vhodného modelu podla
danych udajov v procese automatického generovania vhodného modelu a tretim krokom je
aplikovanie najdeného modelu na data. V prvej kapitole popisujeme problém na celkovej
urovni, v druhej kapitole predstavujeme pouziti metodiku, tretia kapitola popisuje samotny
projekt a ziskané modely, pouzitie vygenerovaného modelu a posledna obsahuje zaver.
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Abstract

Nowadays, there are many data sources that can bring additional information to their owners.
But few of them are able to evaluate these resources due to lack of knowledge in scientific fields
such as statistics, mathematics, etc. Our paper aims to partially solve this kind of problem, and
we have created a tool that implements steps to facilitate this process. In our previous work, we
implemented a data cleaning tool. The second step is to select a suitable model according to the
given data in the process of automatically generating a suitable model, and the third step is to
apply generated model to the data. In the first chapter we describe the problem at the overall
level, in the second chapter we present the methodology used, the third chapter describes the
project itself and the obtained models, the use of the generated model and the last one contains
the conclusion.
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1 Uved

V poslednych rokoch sme svedkami rychleho nastupu novych technologii a modernizacie
existujucich a tym aj obrovského mnozstva nimi generovanych dat. Na trhu je k dispozicii
mnozstvo rieSeni, niektoré su zadarmo a niektoré su platené. Tieto aplikacie nebudeme v tomto
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clanku detailne popisovat’ z dovodu Sirokého rozsahu a to nie je cielom nasho prispevku. Viac
o bezplatnych a platenych rieSeniach najdete napriklad na Mueller et al. 2019, Baumer a kol.
2017 alebo Gearheart 2020. Tito autori pokryvaji dva najpouzivanejsie jazyky v datovej vede
(R a Python) a posledny sa tyka plateného softvérového rieSenia s nazvom SAS. Tieto tri st
vel'mi dobre zndme a pouzivané, ale existuje mnoho d’alSich ako SPSS od spolo¢nosti IBM a
mnoho dal§ich. Dalej v texte predstavime niektoré z najpouzivanejsich technoldgii, no nagim
hlavnym cielom je pouzit' na tvorbu nasej aplikacie jazyk Python so Specializovanymi
kniznicami. Nasim cielom bolo vytvorit a implementovat’ takt aplikdciu, do ktorej si
pouzivatel’ so Standardnymi moznostami (ma internetovy prehliada¢ a ma k dispozicii data)
moze nahrat’ svoj dataset a vykonavat na iom vSetky zakladné operacie ako Cistenie dat a
zakladnu analyza datasetu, nasledne uloZenie datasetu so spracovanymi Gpravami, generovanie
modelu a testovanie vygenerovaného modelu. Pri spracovani udajov je ddlezité pracovat s
konzistentnymi dajmi, ale v scenari realneho sveta to nie je mozné z doévodu moznosti
duplicity, chybnych tidajov, abnormalnych alebo nekonzistentnych udajov (Wang et al., 2019).

1.1 Prvé kroky vo vede o idajoch (Data Science)

Ako je uvedené vyssie, Wang a kol. popisali cely proces pripravy dat pre dalSie
vyhodnotenie. Bez tychto dolezitych krokov by mohol byt’ konecny vysledok skresleny, a preto
by prijaté rozhodnutie na zaklade tychto dat mohlo byt nespravne a cely proces by bol stratou
Casu. Prvé kroky podniknuté na poskytnutom subore udajov (datasete) by sa mali tykat
deduplikacie udajov, vymazania chybnych udajov, hl'adania chybajticich dajov a ich opravy
podl'a existujicich tidajov napriklad ich priemernymi hodnotami. Mohli by existovat’ aj iné
metody, ale v nasom ¢lanku pouzivame tri formy nahradenia chybajicich udajov, prva je
vlozenie nulovych hodnét, druhd vlozenie priemernych hodndt a tretia je vymazanie celych
riadkov udajov, ked iné¢ metddy nie st vhodné. Pouzivatel' si méze vSetky metody sam
vyskusat’, aby zhodnotil, ktora metdda je vhodna pre jeho potreby. Po spracovani vSetkych
udajov sme pripraveni vybrat’ vhodny model aplikovany na nas subor udajov.

1.2 Jazyk R

R je programovaci jazyk a prostredie urcené na Statisticki analyzu dat a ich grafické
zobrazenie. Ide o implementaciu programovacicho jazyka S pod bezplatnou licenciou. Ked'ze
je zadarmo, R uz predbehlo komer¢né S z hl'adiska poctu pouzivatel'ov a stalo sa de facto
Standardom v mnohych oblastiach Statistiky. Funkcie prostredia R je mozné rozsirit' pomocou
kniznic nazyvanych baliky. Pre verziu 3.6.2 ich bolo k januaru 2020 v centrdlnom ulozisku
CRAN dostupnych 15 325. Prikladom casto pouzivaného balika je ggplot2 na vizualizaciu dat.
R sa pouziva z prikazového riadku, ale existuje niekol’ko rozhrani GUI, ako napriklad RK Ward,
RStudio a R Commander. R je tiezZ prepojené alebo pouzivané v komer¢nom softvéri, napr. v
prostredi SPSS mdézu pouzivatelia priamo pisat’ a spustat’ programy v jazyku R cez otvorené
data.

R poskytuje Sirokt Skalu Statistickych a grafickych technik vratane linedrneho a
nelinedrneho modelovania, klasickych Statistickych testov, analyzy casovych radov,
klastrovania a d’alsich. R je I'ahko rozsiriteIny o funkcie a baliky a komunita R je znama svojimi
aktivnymi aktualizaciami (Kaplan et al., 2017). Mnoho $tandardnych funkcii R je napisanych
v samotnom jazyku R, ¢o pouZzivatelom ul'ahcuje sledovanie vykonanych zmien v algoritme.
Pre vypoctovo narocné tilohy méze byt kod prepojeny s C, C++ a Fortran a volany za behu.
Pokrocili pouzivatelia moézu pouzit’ C, C++, Java, .NET alebo Python na priamu manipulaciu s
R objektmi. Dal$ou silnou strankou R je staticka grafika, ktora dokaZe generovat’ grafy vhodné
pre vedecké publikacie vratane napriklad matematickych symbolov. Dynamicka a interaktivna
grafika je dostupna prostrednictvom dodato¢nych balikov (Lewin-Koh, 2015).
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1.3 Aplikacia SAS

SAS (predtym Statistical Analysis System) je integrovany systém softvérovych
produktov vyrabanych spolo¢nostou SAS Institute. Sluzi ako databazovy systém vo firmach,
ako nastroj na analyzu a obchodné vyuzitie dat a na druhej strane sa vyuziva aj na Statisticku
analyzu dat vo vede a technike. Ide o modularny softvér, takze zakaznik méze vyuzivat' len
Casti, ktoré mu vyhovuju. SAS obsahuje vlastny programovaci jazyk, oznacovany aj ako SAS.
Softvér SAS implementuje cely zivotny cyklus analyzy. Zahfiia spravu udajov, ktord zahina
Cistenie a pripravu idajov. Druhym krokom je analyticka platforma, ktora pozostava z r6znych
softvérovych nastrojov a umelej inteligencie a poslednym krokom je manazment kvality dat
(Blokdyk, 2019). Tato platforma je platena a jednotlivci si ju nevyberaju Casto, ale v komercne;j
oblasti je vel'mi roz§irena.

1.4 Jazyk Python

Python je dynamicky interpretovany jazyk. Niekedy sa zarad'uje medzi takzvané
skriptovacie jazyky. Jeho moznosti su vSak vicsie. Python bol navrhnuty tak, aby umoznoval
vytvaranie vel'kych plnohodnotnych aplikacii (vratane grafického pouzivatel'ského rozhrania —
pozri napr. wxPython, ktory vyuziva wxWidgets, alebo PySide a PyQT pre Qt, alebo PyGTK
pre GTK+).

Python je hybridny (alebo multiparadigmaticky) jazyk, to znamend, ze umoziuje
pouzivat’ pri pisani programov nielen objektovo orientovanu paradigmu, ale aj proceduralnu a
v obmedzenej miere aj funkeénu, podl'a toho, o vyhovuje. alebo je pre dant tlohu najlepsie. Z
tohto dévodu ma Python vynikajice vyjadrovacie schopnosti. Programovy kod je kratky a
lahko citateI'ny v porovnani s inymi jazykmi.

Charakteristickym rysom jazyka Python je produktivita z hladiska rychlosti pisania
programov. Plati to pre najjednoduchsie programy aj vel'mi rozsiahle aplikacie. V pripade
jednoduchych programov sa tato vlastnost’ prejavuje najmé strucnostou zapisu. Pri velkych
aplikaciach je produktivita podporovana funkciami, ktoré sa vyuZzivaju pri rozsiahlom
programovani, ako je nativna podpora mennych priestorov, pouzivanie vynimiek, Standardné
nastroje na pisanie testov (testovanie jednotiek — unit testy) a d’alSie. Vysoka produktivita je
spojena s dostupnostou a jednoduchostou pouzivania §irokej $kaly knizni¢nych modulov,
umoziujucich jednoduché riesenia uloh z mnozstva oblasti (Jaworski et al., 2021).

Vzhladom na vSetky podmienky, ktoré musia byt splnené, sme sa rozhodli pouzivat
jazyk Python so vSetkymi poskytovanymi balikmi, tiez Siroki podporu komunity vyvojarov a
poslednym faktom bolo, Ze tento jazyk je rozSireny aj v komercnej sfére.

1.5 Balik Streamlit

Streamlit je bezplatny, open-source, all-python ramec, ktory umoziuje vedcom z tidajov
rychlo vytvarat’ interaktivne dashboardy a webové aplikacie strojového ucenia bez toho, aby
boli potrebné skiisenosti s vyvojom webu. “Ak poznate Python, potom ste vSetci pripraveni
pouzivat’ Streamlit” (Li, 2022). Je to bezplatny produkt a pozostava zo vsetkého, Co je potrebné
na vytvorenie interaktivnych webovych stranok s grafmi, mapami, posuvnikmi a dal$imi
uzitoénymi nastrojmi. Pomocou niekol’kych riadkov kddu mézete vytvarat’ informacné panely
a d’alsi interaktivny obsah. VyuZziva svoj vlastny webovy server, takze aplikacia je okamzZite
pripravena na spustenie.

1.6 Baliky Pandas a matplotlib

V nasej aplikacii sme okrem iného pouZili baliky s nazvom Pandas a Matplotlib . Pandas
je balik Python s otvorenym zdrojovym kodom, ktory poskytuje mnoZzstvo nastrojov na analyzu
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udajov. Balik sa dodéava s niekol’kymi datovymi Struktirami, ktoré mozno pouzit’ na mnoho
roznych loh pri manipulacii s datami. M4 tiez r6zne metody, ktoré mozno pouzit’ na analyzu
udajov, €o je uzitocné pri praci na problémoch vo vede o udajoch a strojového ucenia v Pythone.
Tento balik je Siroko pouzivany pri analyze udajov a tiez je ur¢eny na pracu s externymi tidajmi,
ako st excelovsky pracovny harok, subory JSON (JavaScript Object Notation), subory CSV
(comma separated values - hodnoty oddelené ¢iarkou) a iné. Balik obsahuje rozsirené moznosti
pre pracu s riadkami a stipcami bez toho, aby sme museli pouzivat’ cykly (loops), namiesto nich
sa pouzivaju funkcie, takze tento typ programovacej paradigmy mozeme nazvat’ funkciondlnym
programovanim. V Pythone ide o kombinaciu proceduralneho, objektovo orientovaného a
funkéného pristupu, ako uz bolo spomenuté.

Matplotlib je grafickd kniznica dostupnd pre programovaci jazyk Python ako sucast
NumPy, balika na spracovanie numerickych tidajov. Matplotlib pouziva objektovo orientované
API (Application Programming Interface) na vkladanie grafov do Python aplikacii (Nelli ,
2018). V nasej aplikacii sa pouziva na zobrazenie grafu, tzv. histogramu.

2 Metodologia

Na zaklade prehl'adu literattiiry sme zvolili rdmec uz spomenuty v predchadzajucom texte.
Podrla Richardsa ,,Streamlit skracuje ¢as vyvoja na vytvaranie webovych aplikacii zameranych
na udaje, ¢o umoziuje vedcom z udajov vytvarat’ prototypy webovych aplikacii pomocou
Pythonu za hodiny namiesto dni.” (Richards, 2021). Podl'a Nokeri ,,Zabezpecte webové
aplikacie a nasad'te ich na cloudové platformy* (Nokeri , 2021) sme sa tiez rozhodli nasadit’
nasu aplikaciu do cloudovej infrastruktary v cloude spolo¢nosti Oracle. Teraz si popiSme kroky
k naplneniu nésho ciel’a.

1. Rozhodli sme sa vyvinat’ aplikaciu, ktora umozni pouzivatelom nahravat’ svoje
datové subory a vykondvat' zakladné ulohy pri ich Cisteni, resp. doplneni o
chybajuce data. Tento pristup sa nazyva ,Cistenie udajov* a podl'a Naumana
,.Cistenie udajov je komplexny stbor uloh, ktory berie ako vstup jeden alebo
viacero suborov s udajmi a vytvara ako vystup jeden Cisty subor udajov (Nauman
et al., 2022). Tento proces si zjavne vyzaduje velké mnozstvo Casu, preto sme sa
rozhodli tento Cas skratit’ zniZenim niektorych loh spojenych s ¢istenim tdajov.
Po vy¢isteni udajov sa pokusime najst’ vhodny klasifikaény model aplikovany na
nas subor udajov.

2. Po vykonani prieskumu sme sa rozhodli pouzit’ pre aplikdciu webova technologiu
kvoli jej rozsirenosti a jednoduchému pouzitiu s webovymi prehliadacmi.

3. Preto sme sa rozhodli pouzit webovy framework Streamlit zalozeny na
technologii jazyka Python .

4. Vyvoj zdrojového kodu na implementéciu aplikacie.

Testovanie a nasadenie na lokalnom serveri.

6. Finalne nasadenie aplikacie na cloudovej infrastruktire Oracle na virtualnom
stroji Linux.

W

3 Priprava prostredia

3.1 Predpoklady

Na dosiahnutie kone¢ného ciel'a sme potrebovali urobit’ povinné kroky. V prvom rade si
musime stiahnut’ kniZnicu (rdmec - framework) Streamlit z domovskej stranky projektu. Na
stranke su instalatory vhodné pre rdézne operacné systémy a architektury. Po vybere vhodného
sa odporuca postupovat podl'a pokynov na uplné dokoncenie procesu instalacie. Na dosiahnutie
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tejto ulohy by si implementatori mali byt’ vedomi spravy operacnych systémov Windows, Linux
alebo MacOS . Po tspesnej instalacii mézeme spustit’ Streamlit framework. Ak vSetko funguje
dobre, dostaneme webovy odkaz a ¢islo portu, na ktorom webovy server pocuva. Pouzivatel je
potom presmerovany do webového prehliadaca, kde sa aplikacia po dokonceni nachadza.
Vyssie popisané kroky je potrebné vykonat’, inak nebude implementacia mozna.

3.2 Vyber vhodného suboru tidajov

Nasa aplikacia je teraz vhodna pre pracu s réznymi mnozinami udajov (datasety).
Vyuzitie tejto aplikacie sme zamerali na datasety, ktoré vac¢sinou obsahuju ¢iselné hodnoty
usporiadané do riadkov a stipcov. Preto uprednostiiujeme $tandardna formu stboru udajov,
ktora je vSeobecne znama ako napriklad harok Excel alebo harok LibreOffice, ale exportovany
do formatu CSV. Iné typy datasetov, ktoré vacsinou obsahuju textové hodnoty, nie st vhodné.
Pre kategorialne hodnoty implementujeme rozne kodovace (enkodery), ktoré buda vyuzivat
algoritmy, ktoré konvertuju kategoridlne hodnoty na skupiny ¢isel, ¢o im umoZzni spravne
fungovat. Pouzili sme subor udajov sonar.csv pouzivany pre tento typ vypoctov strojového
ucenia ziskanych z repozitdra Github. Dataset sonar.csv obsahuje udaje, ktoré popisuju, ¢i
odrazené akustické signaly zo sonaru patria k odrazovému vzoru miny (M) alebo horniny (R).

3.3 Vyber vhodného modelu

Nas projekt je rozdeleny do niekol’kych casti, prva je Cistenie dat a jednoducha stru¢na
grafickd analyza na zaklade histogramovych grafov, druha Cast’ je vyber modelu a zaverecna
Cast’ zahfna testovanie modelu.

Vyber vhodného modelu je vel'mi zloZity a narocny proces, ktory zahima vyber vhodného
typu estimatora, vhodného algoritmu, vyber hyperparametrov a ich hodnét a tiez ich réznych
kombinacii a pod. Odvetvie strojového ucenia je teda vel'mi zloZité na to, aby ho pochopil jeden
¢lovek bez nutnosti dlhodobého studia problematiky. Ked’ sa pozriete na algoritmy strojového
ucenia, neexistuje ziadne jedineCné rieSenie ani jeden pristup, ktory by vyhovoval vSetkym
scendrom pouzitia. Existuje niekol’ko faktorov, ktoré mézu ovplyvnit’ rozhodnutie zvolit’ si
algoritmus strojového ucenia (Harlalka, 2018). Strojové u€enie je metdda analyzy udajov, ktora
automatizuje vytvaranie analytickych modelov. Ide o odvetvie umelej inteligencie zalozené na
myslienke, ze systémy sa mdzu ucit’ z tdajov, identifikovat’ vzory a robit’ rozhodnutia s
minimalnym zasahom ¢loveka (Gradillas, 2021).

Nasa aplikacia je napisanad ako webova aplikacia s velmi jednoduchym a intuitivnym
rozhranim, takze kazdy pouzivatel s minimalnymi znalostami Statistickych metdd alebo
algoritmov strojového ucenia ju mdze pouzit' pre svoje vlastné data. Rozhodli sme sa
implementovat’ klasifikatory s predpripravenymi klasifikacnymi znackami v tréningovom
datovom subore, toto sa nazyva supervizne ucenie (s ucitelom), d’alSie typy ucenia, ktoré¢ sme
v nasej praci nepouzili, st ucenie bez ucitel’a a posililovacie ucenie.

Pre komplexnost’ takejto aplikacie sme implementovali iba klasifika¢ny algoritmus, ale
implementécia inych algoritmov je planovana v budicom rozsireni aplikacie. NaSa aplikacia
ponuka Cistenie dat, vyhl'addvanie modelov a aplikaciu modelov ndjdenych automatizovanym
strojovym ucenim. Ako je znazornené na obrazku 1, pouzivatel musi poskytnut’ subor vo
formate CSV (hodnoty oddelené ¢iarkou) s vopred klasifikovanym siborom udajov, na ktorom
bude model trénovat. Nasledne sa sibor udajov nahrd na server a spusti sa vyhladavanie
modelu.

V tomto bode musime mat’ na paméti, Ze tato Cast’ je vel'mi citliva, pretoZe musime zvolit
aspon priblizne spravne mnoZzstvo primeran¢ho ¢asu na vykonanie vypoctov. Automaticky
vybrané modely sme testovali do limitu piatich minut uréenych na testovanie jednotlivych
variacii modelov, pretoze sme trénovali modely na malych suboroch udajov a boli sme
obmedzeni hardvérovymi zdrojmi poskytnutymi serveru v cloude. Tento typ vypoctu je vel'mi
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zavisly od poctu procesorov pocitaca a velkosti operacnej paméte. NaSe vypocty sme testovali
aj na notebooku s 6smimi jadrami a Sestnastimi gigabajtmi pamdte, ale server, ktory sme
pouzili, ma jedno jadro a Sest’ GB pamaite. Preto musime zvolit' parametre, aby sme sa vyhli
neprimeranému ¢asu na ziskanie vysledkov. Nase rieSenie je v podstate pripravené na serveroveé
pouzitie vzhladom na typ sluzby - webovej aplikacie. NaSe odporicanie je pouzivat’ nasu
aplikaciu v serverovom prostredi s minimalne Styrmi jadrami a 6smimi gigabajtmi paméte, aby
sa dosiahli primerané vysledky v primeranom ¢asovom rozpéti pre vacsSie subory udajov.

Obr. 1: Pouzivatel'ské rozhranie vyberu najlepsieho modelu
Find best model

Choose afile:

Drag and drop file here Browse files

Limit 200MB per file
sonarcsv 85.7KB x

Find best model ensemble

Zdroj: vlastné spracovanie

Po skonceni hl'adania najlepSieho modelu podla zvolenej metriky, v nasom pripade
accuracy (presnost’) mozeme nasledne hned’ v aplikécii otestovat’ aj presnost’” vybudovaného
modelu v ¢asti urcenej na nahratie testovacieho suboru s datami (obr. 2).

Obr. 2: Pouzivatel'ské rozhranie pre aplikovanie modelu

Apply model on new dataset

Choose afile (.in suffix):

Drag and drop file here Browse files

Limit 2

Apply model on dataset

Zdroj: vlastné spracovanie

3.4 Kratky pohlad na kod

Pre vacsiu prehl'adnost’ sme zvolili moznost, aby mal subor koncovku in, aby aplikacia
vedela jednoduchsie odlisit’ vstupy od vystupov, tento proces sa v dalSej verzii aplikacie
pravdepodobne zmeni, aby nemusel pouzivatel’ premenovavat’ stibor - hoci staci len pridat’ za
nazov suboru priponu in. Vo vstupnom stubore sa uz nachadzaju data, ktoré nemaji
klasifikované jednotlivé pozorovania (riadky) a prave na nich otestujeme na$ model, a
konkrétne to, ¢i dokdze tieto data klasifikovat' spravne. My sme model otestovali aj na
trénovacich datach, ale klasifika¢né znacky sme predtym zmazali. Tym padom sme overili
presnost’ modelu, kde bola tspesnost’ klasifikacie 100%, ¢o sa dalo o¢akavat’, ked’ze bol model
na tychto datach trénovany pri pouziti klasifikatora RandomForestClassifier.

91



Pavol Sojka Nastroj na aplikovanie modelov generovanych prostriedkami automatického strojového

ucenia implementovany ako webova aplikacia

Obr. 3: Ukazka kédu v Pythone
loaded model = pickle.load(open('file.pickle’, "rb"))
list of files = glob.glob("*.in')
latest_file = max(list_of files, key=os.path.getctime)
print("IN (CSV) file currently using:", latest file, "\n"
dataframe = read_csv(latest_file, header=None)
data = dataframe.values
X = data
ynew = loaded _model.predict(X)

Zdroj: vlastné spracovanie

Ako vidime na obrazku 3, do objektu (premennej) loaded model sa ulozi (deserializuje)
obsah binareho stuboru file.pickle, kde mame uloZeny predtrénovany model, ktory sme
predtym hladali (obr. 1). Dalej systém hl'ada vietky subory s priponou in a nasledne vlozi obsah
najnovsieho suboru in do premennej data. Do premennej ynew sa ulozia vysledky predikcie
(obr. 4), ktoré sa ulozia zarovei aj do stiboru a ten je ponuknuty pouzivatel'ovi na stiahnutie.

Obr. 4: Ziskana predikcia podla aplikovaného modelu
X=[0.02 0.0371 0.0428 0.0207 0.0954 0.0986 0.1539 0.1601 0.3109 0.2111
0.1609 0.1582 0.2238 0.0645 0.066 0.2273 0.31 0.2999 0.5078 0.4797
0.5783 0.5071 0.4328 0.555 0.6711 0.6415 0.7104 0.808 0.6791 0.3857
0.1307 0.2604 0.5121 0.7547 0.8537 0.8507 0.6692 0.6097 0.4943 0.2744
0.051 0.2834 0.2825 0.4256 0.2641 0.1386 0.1051 0.1343 0.0383 0.0324
0.0232 0.0027 0.0065 0.0159 0.0072 0.0167 0.018 0.0084 0.009 0.0032], Predicted=0
X=[0.0453 0.0523 0.0843 0.0689 0.1183 0.2583 0.2156 0.3481 0.3337 0.2872
0.4918 0.6552 0.6919 0.7797 0.7464 0.9444 1.  0.8874 0.8024 0.7818
0.5212 0.4052 0.3957 0.3914 0.325 0.32 0.3271 0.2767 0.4423 0.2028
0.3788 0.2947 0.1984 0.2341 0.1306 0.4182 0.3835 0.1057 0.184 0.197
0.1674 0.0583 0.1401 0.1628 0.0621 0.0203 0.053 0.0742 0.0409 0.0061
0.0125 0.0084 0.0089 0.0048 0.0094 0.0191 0.014 0.0049 0.0052 0.0044], Predicted=0
X=[0.0262 0.0582 0.1099 0.1083 0.0974 0.228 0.2431 0.3771 0.5598 0.6194
0.6333 0.706 0.5544 0.532 0.6479 0.6931 0.6759 0.7551 0.8929 0.8619
0.7974 0.6737 0.4293 0.3648 0.5331 0.2413 0.507 0.8533 0.6036 0.8514
0.8512 0.5045 0.1862 0.2709 0.4232 0.3043 0.6116 0.6756 0.5375 0.4719
0.4647 0.2587 0.2129 0.2222 0.2111 0.0176 0.1348 0.0744 0.013 0.0106
0.0033 0.0232 0.0166 0.0095 0.018 0.0244 0.0316 0.0164 0.0095 0.0078], Predicted=0
X=[0.01 0.0171 0.0623 0.0205 0.0205 0.0368 0.1098 0.1276 0.0598 0.1264
0.0881 0.1992 0.0184 0.2261 0.1729 0.2131 0.0693 0.2281 0.406 0.3973
0.2741 0.369 0.5556 0.4846 0.314 0.5334 0.5256 0.252 0.209 0.3559
0.626 0.734 0.612 0.3497 0.3953 0.3012 0.5408 0.8814 0.9857 0.9167
0.6121 0.5006 0.321 0.3202 0.4295 0.3654 0.2655 0.1576 0.0681 0.0294
0.0241 0.0121 0.0036 0.015 0.0085 0.0073 0.005 0.0044 0.004 0.0117], Predicted=1

Zdroj: vlastné spracovanie
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4 Zaver

Ciel'om nasho prispevku bolo umoznit’ 'ud'om s mensimi znalostami strojového ucenia
ul’ah¢it’ proces pripravy modelu. Nasim sekundarnym ciel'om bolo tiez vytvorit’ aplikaciu, ktora
by bola nezavisla od mnoziny idajov (teda dataset bez $pecialnych nazvov stipcov a riadkov),
takze kazdy, kto ma mnozinu udajov uloZzenu vo formate CSV, bude moct’ tento dataset nahrat’
na na$ server. Tieto ciele boli naplnené a teda mame kompletny nastroj, ktory zahfiia
transformaciu datasetu tak, aby neobsahoval chybajuce alebo inak poSkodené data, zahfiia
hladanie prislusného modelu pomocou balika auto-sklearn a nakoniec umozituje model
otestovat’ na datach pomocou Python kniZnice scikit-learn, kde sa po dokonceni ulohy pontikne
stibor na stiahnutie s vysledkami klasifikacie. Dalsimi moznostami rozvoja aplikacie je rozsirit
moznosti hl'adania vhodnych modelov nielen pre klasifikacné estimatory ale aj iné estimatory,
co bude samé o sebe vyzvou, lebo vsetky oblasti, ktorych sa tyka oblast’ strojového ucenia, su
pomerne obsiahle a narocné na spracovanie novych informacii.
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